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Tiivistelma

Tassa kandidaatintyOssa tarkastellaan kirjallisuustutkimuksen avulla, miten
ja millaisia koneoppimismenetelmia on sovellettu alueiden saavutettavuus-
tutkimuksessa, millaisia mahdollisuuksia ja haasteita niiden kayttoon liittyy
ja millaisia ongelmia niilla on yritetty ratkaista. Tyo rajautuu saavutettavuu-
den mittaamiseen palveluiden ja kaupunkien vilisen saavutettavuuden kon-
teksteissa. Teoreettisena taustana esitelladn koneoppimista ja tassa kandi-
daatin tyOssa esiintyvid keskeisid algoritmeja sekd saavutettavuutta kasit-
teend ja saavutettavuusmittareita, kuten HAM ja SIM.

Kirjallisuustutkimus osoittaa, ettd sekd ohjattua oppimista ettd ohjaama-
tonta oppimista voidaan menestyksekkaasti hyodyntda saavutettavuuden
mallintamisessa. Ohjaamattomiin menetelmiin perustuva klusterointi so-
veltuu palveluiden saavutettavuusluokkien (esim “hyva”—"heikko”) tunnis-
tamiseen silloin, kun valmiita luokkia ei ole. Hybridimallit (ohjaamattoman
ja ohjatun oppimisen yhdistelma) joissa klustereita kaytetaan ohjatun oppi-
misen koulutusdatana, mahdollistavat saavutettavuuden automaattisen luo-
kittelun kaupunkialueilla. Gravitaatiopohjaisten saavutettavuusmittareiden
ja imputoidun LASSO-regression yhdistiminen puolestaa auttaa tunnista-
maan sosiodemografisia ja alueellisia tekijoitd, jotka selittavat saavutetta-
vuuden alueellista vaihtelua. Lisdksi satunnaismetsdan perustuvat mallit
pystyvit toistamaan Hansenin saavutettavuusmallin kayttaytymistd ja en-
nustamaan saavutettavuutta tilanteissa, joissa virtausdata on puutteellista.

Tulosten perusteella koneoppimismenetelmat tarjoavat lupaavan lahesty-
mistavan saavutettavuuden mallintamiseen, erityisesti kun kasitellaan suu-
ria ja monimuotoisia paikkatietoaineistoja. Keskeisid haasteita ovat muun
muassa datan laatu ja saatavuus, mallien tulkittavuus ja ylioppimis- ja ali-
oppimisongelmat.

Avainsanat koneoppiminen, saavutettavuus, saavutettavuustutkimus,
satunnaismetsa, Hansenin saavutettavuusmalli, spatiaalinen
interaktiomalli, LASSO-regressio




Author Janne Toppi

Title of thesis Machine Learning Methods in Spatial Accessibility Re-
search

Programme Bachelor’s Programme in Engineering

Major Geoinformatics

Thesis supervisor Senior University Lecturer Petri Ronnholm

Thesis advisor(s) Assistant Professor Henrikki Tenkanen

Date 08.12.2025 Number of pages 33 Language Finnish

Abstract

In this bachelor’s thesis, a literature review is used to examine how and what
kinds of machine learning methods have been applied in spatial accessibility
research, what opportunities and challenges are associated with their use,
and what types of problems these methods have been used to address. The
work focuses on measuring accessibility in the context of services and inter-
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Based on results, machine learning mehtods provide a promising approach
to modelling accessibility, particularly when working with large and
heterogeneous spatial datasets. However, key challenges include the quality
of the data and its availability, model interpretability and issues relatted ot
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Operaattorit ja lyhenteet

Operaattorit

i Summa indeksin i yli
max(x,y) Suurempi arvo x jay valilla

Lyhenteet
Adam Adaptive Moment Estimation
CART Classification and Regression Tree

DBSCAN Density-Based Spatial Clustering of Applications with Noise
HAM Hanses Accessibility Model

KNN K-Nearest Neighbours

LASSO  Least Absolute Shrinkage and Selection Operator

LDA Linear Discriminant Analysis
LR Linear Regression

ML Machine Learning

MLP Multilayer Perceptron
NB Naive Bayes

NN Neural Network

OLS Ordinary Least Squares
ReLU Rectified Linear Unit

RF Random Forest

SIM Spatial Interaction Model
SVM Support Vector Machine



1 Johdanto

Koneoppimismenetelmidt avaavat uusia mahdollisuuksia alueiden
saavutettavuutta  tarkastelevaan  tutkimukseen, jossa  pyritaan
ymmartamaan, kuinka helposti ihmiset, palvelut ja toiminnot ovat
saavutettavissa eri sijainneissa. Saavutettavuutta on tutkittu jo monia
vuosikymmenia ja se on saanut monenlaisia eri maaritelmia. Yksi niista — ja
ehkipa kuuluisin — on mahdollisuus, joka yksilolla tietyssa sijainnissa on
osallistua tiettyyn toimintaan tai joukkoon toimintoja (Hansen, 1959). Talla
tarkoitetaan yksinkertaistettuna sita, kuinka helposti ihmiset, palvelut ja
toiminnot ovat saavutettavissa tietyista sijainneista.

Saavutettavuustutkimus on keskeinen osa yhdyskuntasuunittelua,
kaupunkisuunittelua ja liikennejarjestelmien kehittamista. Sen merkitys on
olennainen yksilon arjen sekd yhteiskunnan toimivuuden kannalta.
Perinteisesti saavutettavuutta on mitattu muun muassa matka-aikojen,
fyysisten etadisyyksien ja liikennekustannusten perusteella. Hansenin
saavutettavuusmalli (engl. Hansen's accessibility model, HAM) on eras
naistd. Nykypaivin koneoppimismenetelmien kayttoa saavutettavuuden
mallintamiseen on tutkittu kayttden esimerkiksi HAM:ia, mutta aihe on viela
varsin tuore varsinkin Pohjoismaissa.

Koneoppiminen on tekodlyn osa-alue, jossa tietokoneohjelmat oppivat
tekemaan paatelmid tai ennusteita datasta ilman, ettd niitd on erikseen
ohjelmoitu kaikkia sdintoja varten. Koneoppimismenetelmiia voidaan
jaotella useisiin ryhmiin sen perusteella, minkalaisia tehtivia ne ratkaisevat.
Eriitd koneoppimisen osa-alueita ovat valvottu oppiminen ja valvomaton
oppiminen. Nama ovatkin juuri niitd koneoppimisen osa-alueita, joita on
kaytetty saavutettavuustutkimuksessa.

Tassda  kandidaatinty6ssa  tutkitaan  kirjallisuustutkimuksen avulla
minkalaisia koneoppimismenetelmia on sovellettu saavutettavuuden
tutkimukseen ja minkalaisia mahdollisuuksia ja haasteita niiden kayttoon
liittyy sekd minkilaisia ongelmia niilld on yritetty ratkaista tai niilld on
mahdollista ratkaista. Toisessa luvussa tutustutaan koneoppimisen
teoreettiseen  taustaan, sekd algoritmeihin, joita on Kkiytetty
saavutettavuustutkimuksessa. Kolmannessa  luvussa  tutustutaan
saavutettavuustutkimukseen sekd sen yleisiin mittareihin. Neljannessa
luvussa tutustutaan siihen, kuinka koneoppimista on kaytetty
saavutettavuustutkimuksessa ja lopuksi tarkastellaan tutkimusten ja
tutkimuskysymysten tuloksia seka pohditaan tutkimuksen johtopaatoksia.



2 Koneoppimisen teoreettinen tausta

Koneoppiminen on joukko menetelmis, joiden tarkoituksena on tehda
paatelmid, ennusteita tai havaintoja datasta. Nama menetelmat ovat
datapohjaisia menetelmia, jotka yhdistavat tietojenkisittelytieteen
perustavanlaatuiset teoriat tilastotieteen, todennikoisyysteorian ja
optimoinnin teorioiden kanssa. (Mohri ym., 2018.)
Koneoppimismenetelmat voidaan jakaa erilaisiin oppimistyyleihin riipuen
siitd minkéalaista dataa kasitelldan ja mika tavoite datankasittelylla on.

2.1 Ohjattu oppiminen

Ohjattu oppiminen (engl. supervised learning) on oppimista, jossa oppija saa
joukon valmiiksi luokiteltuja (eli merkittyjd) esimerkkitapauksia
koulutusdatana ja tekee ennusteita kaikille ennennidkemattomille
datapisteille (Mohri ym., 2018). Ohjattua oppimista siis kaytetdan, kun
halutaan saada jokin ennuste. Ohjatun oppimisen malli taytyy ensin
kouluttaa ja testata olemassa olevalla datalla, jonka jilkeen se optimoidaan
niin, ettd se tuottaa luotettavia tai hyvia ennusteita. Ohjatun oppimisen
algoritmeja on monia. Tassa alaluvussa tutustutaan ohjatun oppimisen eri

tyyppeihin.
2.1.1 Regressio

Regressio on tekniikka ohjatussa oppimisessa, jossa tavoitteena on mallintaa
riippuvuaussuhde yhden tai useamman selitettivin muuttujan x ja
tavoitemuuttujan y valilld. Toisin sanoen yritetddn ennustaa reaalilukuarvo
(jatkuva), kun saadaan jokin syote. Kumarin ja Bhatnagarin (2022) mukaan
regressiota on padosin kuudenlaista: Lineaarista, Logistista, Polynomista,
Ridge, Bayes lineaarista ja LASSO. Lineaarista regressiota voi kayttaa, kun
riippuvan ja selitettdvien muuttujien valilla on likimain lineaarinen yhteys.
Polynominen regressio on kaytannossa lineaarisen regression laajennus,
jossa malliin lisitadn korkeampia potenssitermeja. TAma regressiotyyppi
sopii tilanteeseen, jossa muuttujien vilinen suhde on epilineaarinen, mutta
jatkuva. Logistinen regressio ei ennusta jatkuvaa arvoa vaan ennustaa
kuuluvatko havainnot johonkin tiettyyn luokkaan esimerkiksi 1 tai o, kylla tai
ei. Ridge (L2 saannostys) on sopiva malli silloin, kun mallissa esiintyy
multikollineaarisuutta, eli selittavat muuttujat korreloivat keskenaan. Ridge
lisdda rangaistustermin, joka pienentda kertoimia ja vahentda mallin
herkkyytta datan vaihtelulle. Lasso (L1 sdannostys) toimii kuten Ridge,
mutta rangaistustermi perustuu L1 normiin eika L2 normiin kuten Ridgessa.



2.1.2 Luokittelu

Luokittelu on ohjatun oppimisen menetelma, jossa tavoitteena on yrittaa
ennustaa jokin kategorinen tavoitemuuttuja eli maarittada, mihin luokkaan
tai ryhmaan kukin havainto kuuluu. Luokittelussa — toisin kuin regressiossa
— ennustetaan diskreettia luokkaa kuten "hyva” tai "huono” saavutettavuus
tai "korkea” tai “matala” palvelutaso. Bindariluokittelu on luokittelua, jossa
malli ennustaa kahden eri luokan valilld, kuten edella olevassa esimerkissa.
Moniluokkaluokittelussa (engl. Multiclass calssification) malli ennustaa
enemman kuin kahden luokan valilla. Talloin luokat voivat olla esimerkiksi
erilaisia eldimid, kuten koira, kissa tai elefantti. Yleisimpiin
luokittelualgoritmeihin kuuluu paatospuut (DT), jossa mallilla on
puumainen rakenne, missi jokainen solmu (engl. node) kuvaa testia
jollekkin attribuutille ja jokainen oksa (engl. branch) on testin tulos.
Lehtisolmu on tilloin lopullinen luokka. Satunnaismetsa on
kokonaisuusmetodi (engl. ensemble method), joka kayttda useaa
paatospuuta parantaakseen tarkkuutta. KNN on algoritmi, joka luokittelee
datapisteet sen k:n lahimman naapurin enemmistoluokan perusteella.
Tukivektorikone on taas malli, joka etsii optimaalisen hypertason (engl.
hyperplane), joka erottaa parhaiten eri luokat toisistaan.

2.2 Ohjaamaton oppiminen

Ohjaamaton oppiminen (engl. unsupervised learning) on oppimista, jossa
oppija saa pelkastdan merkitsematonta koulutusdataa ja tekee ennusteita
kaikille ennennidkemaittomille datapisteille (Mohri ym., 2018). Ohjatun
oppimisen tavoite on 16ytaa datasta piilossa olevia kuvioita, rakenteita tai
yhteyksia ja suhteita. Se eroaa ohjatusta oppimisesta siten, etti data ei sisalla
valmiita vastauksia. Tavoitteena siis ei ole ennustaa tuntemattomia arvoja,
vaan paljastaa datan sisdisid rakenteita. Tadma tapahtuu esimerkiksi
ryhmittelemalld dataa klustereiksi — eli samanlaisten tai toisiinsa liittyvien
kohteiden ryhmiksi — tunnistamalla samankaltaisia havaintoja tai
tiivistamalla dataa pienempéain ja helpommin hahmotettavaan muotoon.
Tassa alaluvussa tutustutaan ohjaamattoman oppimisen eri tyyppeihin.

2.2.1 Klusterointi

Klusterointi on ohjaamattoman oppimisen menetelma, jonka tavoitteena on
ryhmitella havaintoja siten, etta samaan ryhmaan kuuluvat havainnot ovat
keskendadn mahdollisimman samankaltaisia ja eri ryhmiin kuuluvat
mahdollisimman erilaisia. Toisin sanoen tavoite on loytda klustereita
syotedatasta. Klusterointia kaytetaan usein hyvin suurien datamaarien
analysoimiseen (Mohri ym., 2018).



Tunnetuimpia klusterointimenetelmia ovat esimerkiksi K-means, joka jakaa
havainnot kayttajan maarittelemaan maaraan klustereita minimoimalla
etdisyyksien neliosumman Kklusterikeskipisteistd, sekda hierarkkinen
klusterointi, jossa havaintoja yhdistetdan vahitellen suuremmiksi ryhmiksi
niiden  samankaltaisuuden  perusteella. Lisdksi tiheysperustaiset
menetelmat, kuten DBSCAN, tunnistavat klustereita havaintotiheyksien
perusteella ja soveltuvat epiasaannollisen muotoiseen dataan.

2.2.2 Dimension vihentiminen

Dimension vihentdminen on tekniikka, jonka tavoitteena on tiivistaa
monimutkaista tai moniulotteista dataa sailyttden sen keskeisimmat
rakenteet ja informaation. Toisin sanoen pyritddn esittimaan data
pienemmassi ulottuvuudessa siten, ettd datan keskeinen informaatio ja
rakenne on ideaalisti sama kuin alkuperiisessa datassa. Dimension
vahentaminen on tarkeaa, koska data saattaa olla moniulotteista, jolloin sen
kisittely ja ymmartdminen on erittdin vaikeaa. Jos data on pienemmassa
ulottuvuudessa, on sitd myos laskennallisilta resursseilta halvempi ja
nopeampi  kouluttaa. = Koneoppimismallit, jotka on  koulutettu
suuriulotteisella datalla, generalisoivat — eli yleistaviat oppimansa tiedot
uusiin, aiemmin nakemattomiin havaintoihin — my0s usein huonosti.
Dimension vahentaminen voidaan jakaa kahteen tyyppiin: feature selection
ja feature extraction. Feature selection on tekniikka, jossa yritimme loytaa
k-dimensiota jotka antavat eniten informaatiota alkuperdisestd d-
dimensiosta. Loppuja (d miinus k) dimensiota ei kiayteta. Feature extraction
on taas tekniikka, jossa on tavoitteena loytda uusi joukko k-dimensioita,
jotka ovat yhdistelmia alkuperaisista d-dimensiosta. (Alpaydin, 2020.)

2.3 Algoritmit

Koneoppimisessa kaytettavat algoritmit muodostavat menetelmien
kiaytdnnon ytimen: ne mairittavat, kuinka dataa kasitelldan, mitd piirteita
siitd opitaan ja minkilaisia padtelmia voidaan tehda. Algoritmien valinta
riippuu datan luonteesta sekd tutkimuskysymyksistd. Tassd luvussa
tutustutaan keskeisiin koneoppimisalgoritmeihin, joita sovelletaan tai
voidaan soveltaa saavutettavuustutkimuksessa. Kasitellyt algoritmit ovat
joko ohjattuun tai ohjaamattomaan oppimiseen liittyvid algoritmeja. Muut
algoritmit ovat jatetty kasittelematta.

2.3.1 K-Nearest Neighbors
K-lahimmaéan naapurin menetelma (KNN) on yksinkertainen ei-parametri-

nen koneoppimisalgoritmi, jota voidaan kayttaa luokitteluun ja regressioon.
Menetelma perustuu ajatukseen, ettd samankaltaisilla havainnoilla on

10



samankaltaiset vasteet. Kun halutaan ennustaa havaintopisteen arvo, etsi-
taan sen k-lahinta naapuria jonkin etidisyysmitan (esim. euklidinen) perus-
teella ja luokitellaan piste niiden mukaan.

Luokittelussa uusi havainto saa sen luokan, johon sen k-lahimmat naapurit
kuuluvat. Menetelmian etuna on sen yksinkertaisuus, tulkittavuus ja se, etta
se ei vaadi erillista mallin parametrisointia tai oletuksia jakaumista. Haitta-
puolia ovat sen herkkyys k-parametrin valinnalle seka etdisyysmitan valin-
nalle.

2.3.2 K-Means

K-means on ohjaamattoman oppimisen klusterointialgoritmi, jonka tavoit-
teena on jakaa havaintoaineisto k-klusteriin siten, ettd saman klusterin eri
havainnot ovat keskendaan mahdollisimman samankaltaisia ja eri klusterei-
den havainnot mahdollisimman erilaisia. Algoritmi minimoi havaintojen
etdisyyksien nelicsumman klusterikeskipisteista.

Algoritmi toimii iteratiivisesti: aluksi valitaan k alkuperaista klusteripistetta
(satunnaisesti tai jollakin muulla tavalla). Tamén jilkeen jokainen havainto
liitetaan lahimpaan keskipisteeseen. Kun kaikki havainnot on liitetty, kluste-
rin keskipisteet lasketaan uudelleen klusterin omien havaintojen keskiar-
vona. Tama prosessi toistetaan, kunnes keskipisteet eiviat endd muutu tai jo-
kin pysaytyskriteeri toteutuu.

K-means etuna on sen yksinkertaisuus ja tehokkuus suurillakin aineistoilla.
Haasteita ovat tarve maarittad klustereiden maara (k) etukiateen seka herk-
kyys alkuarvoille.

Initialize m;,i = 1,...,k, for example, to k random x!
Repeat
Forall x' € X
b 1 if [|x' — my|| = min; |x' — m;]|
"7 1 0 otherwise
Forallmi,i=1,...,k
m; — >, bix'/ 3, b}
Until m; converge

Kuva 1: k-means pseudokoodina (Alpaydin, 2020).
2.3.3 Paiatospuu ja satunnaismetsa

Paatospuut ovat koneoppimismalleja, jotka esittavat paatoksenteon puumai-
sena rakenteena. Jokainen solmu (engl. node) vastaa ehtoa jollekin
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selitettaville muuttujalle. Oksat (engl. branch) edustavat ndiden ehtojen lop-
putuloksia ja lehtisolmut sisaltavat ennusteen, joka on luokka tai arvo. Paa-
tospuut ovat yksinkertaisia ja helposti tulkittavia, mutta yksittaisina malleina
ne ovat alttiita ylioppimiselle (engl. overfitting) ja datan satunnaiselle vaih-
telulle.

Satunnaismetsa (engl. Random Forest, RF) on kokonaisuusmenetelmai (engl.
ensemble method), jossa rakennetaan suuri maara paatospuita ja yhdiste-
taan niiden ennusteet. Jokainen puu opetetaan hieman erilaisella otoksella
datasta (bootstrap-niyte), ja jokaisessa puun jakokohdassa kaytettavissa on
vain satunnainen alajoukko muuttujia, jolloin yksittdisten vahvojen piirtei-
den hallitseva vaikutus pienenee ja puiden rakenne monipuolistuu. Lopulli-
nen tulos saadaan tyypillisesti 4anestyksella tai puiden ennusteiden keskiar-
vona. RF menetelmén etu ovat hyva ennustustarkkuus, kyky kasitella suuria
ja moniulotteisia aineistoja sekd vankkuus poikkeaville havainnoille.

2.3.4 Neuroverkko

Keinotekoiset neuroverkot ovat 16yhasti aivojen rakenteeseen perustuva ko-
neoppimismalli. Erds naihin malleihin kuuluva malli on monikerroksinen
perceptron (engl. Multilayer perceptron, MLP). Nama mallit ovat syvaoppi-
misen perusta ja niita voi kayttaa niin regressio- kuin luokittelutehtavissakin.

MLP koostuu syotekerroksesta, piilotetuista kerroksista ja tuloskerroksesta.
Syotekerroksessa jokainen neuroni vastaa yhta syotemuuttujaa. Piilotettuja
kerroksia voi olla mielivaltainen méaéara ja ne prosessoivat syotekerroksen in-
formaatiota. Tuloskerros tulostaa lopullisen luokan tai tuloksen.

MLP toimii siten, etta syote valittyy kerroksittain verkon lapi kohti tulosker-
rosta. Jokainen neuroni laskee ensin saamansa syotteen painotetun summan
jalisaa siihen bias-termin. Taman jalkeen tulos muunnetaan aktivaatiofunk-
tion avulla, mika tuo malliin epalinearisuutta ja mahdollistaa monimutkais-
ten riippuvuuksien oppimisen. Kun syote liikkuu kerroksesta toiseen, verkko
rakentaa yha abstraktimpia esityksia syotteesta.

Koulutuksessa verkko oppii saatamalla sisaisia parametrejaan eli painojaan.
Ensin tehdaa niin kutsuttu forward propagation, jossa verkko tuottaa arvion
halutusta tuloksesta. Tata arviota verrataan opetusdataan valitun hukka-
funktion, kuten MSE:n, avulla. Taman jalkeen virhe kuljetetaan taaksepain
verkossa niin kutsutulla backpropagation-algoritmilla, joka laskee jokaisen
painon vaikutuksen virheeseen. Lopuksi optimoija, kuten Adam, paivittaa
painoja pienentamain virhettd. Tata prosessia toistamalla verkko oppii ku-
vaamaan syotteiden ja tavoitemuuttujien valista suhdetta.
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3 Saavutettavuustutkimuksen teoreettinen
tausta

Saavutettavuus on keskeinen kisite liikenne- ja aluesuunnittelun seka
maantieteen tutkimuksessa. Saavutettavuustutkimus on tutkimusta, jossa
pyritdan selvittimaan kuinka helposti ihmiset, palvelut ja toiminnot ovat
saavutettavissa eri sijainneissa. Hansen (1959) Kklassisesti maaritteli
saavutettavuuden henkilon mahdollisuutena osallistua toimintoihin tietyssa
sijainnissa. Taman jalkeen saavutettavuuden kasite on laajentunut ja sita on
sovellettu niin liikennejarjestelmien arviointiin, yhdyskuntarakenteen
suunnitteluun, kuin sosiaalisen tasa-arvon tutkimukseen.

Saavutettavuuden kasite on monitulkintainen ja silla onkin eri maaritelmia
riippuen mista nakokulmasta sitd tarkastellaan. Handy ja Niemeier (1997)
huomauttavatkin, ettd ei ole olemassa yhtd parasta tapaa lahestya
saavutettavuutta, koska eri tilanteet ja kayttotarkoitukset vaativat erilaisia
lahestymistapoja. Hansenin mairitelman lisdksi Dalvi ja Martin (1976)
madrittelivit saavutettavuuden, siten, kuinka helposti mihin tahansa
maankayttoon liittyvaan toimintaan voidaan paasta kayttamalla tiettya
liikennejarjestelmaa. Burnsin (1979) mukaan saavutettavuus mairitellaan
yksilon vapautena paittdd osallistumisestaan eri aktiviteetteihin. Nama
erilaiset maaritelmat osoittavat, etta saavutettavuus ei ole vain fyysinen tai
spatiaalinen ilmio, vaan myos sosiaalinen.

3.1 Saavutettavuuden komponentit

Saavutettavuus muodostuu useista toisiinsa sidoksissa olevista osatekijoista,
jotka kuvaavat seki toimintojen sijaintia, etti niiden saavutettavuutta erilai-
silla tavoilla. Geursin ja Van Ween (2004) mukaaan saavutettavuus voidaan
jakaa neljaan padkomponenttiin: maankaytto-, liikenne-, aika- ja yksilokom-
ponenttiin. Nama komponentit muodostavat perustan lihes kaikille saavu-
tettavuusmittareille.

Geursin ja Van Ween (2004) mukaan maankayttokomponentti kuvaa maan-
kayttosysteemid, johon kuuluu (a) kunkin kohteen tarjoamien mahdollisuuk-
sien maara, laatu ja spatiaalinen jakautuminen (esimerkiksi tyopaikat, kau-
pat ja terveyspalvelut), (b) ndiden palveluiden kysynta lahtoalueilla eli alu-
eella missa asukas asuu ja (c) kysynnan ja tarjonnan kohtaaminen eri mah-
dollisuuksille, mikda voi johtaa kilpailuun rajallisen kapasiteetin toimin-
noista, kuten tyo- ja sairaalapaikoista.

Toinen Geursin ja Van Ween (2004) esittima komponetti on liikennekom-
ponentti, joka kuvaa liikennejarjestelmaa, joka ilmenee yksilolle koituvana
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haittana matkan tekemisesta lahtopaikan ja kohteen vililla tiettya kulkuta-
paa kayttaen. Tahan haittaan sisaltyy matkaan kuluva aika, kustannukset ja
vaiva. Tama haitta syntyy kysynnan ja tarjonnan vuorovaikutuksesta. Infra-
struktuurin tarjonta kasittda sen sijainnin ja ominaisuudet ja kysynta puo-
lestaan liittyy seka henkilo- etta tavaraliikenteeseen.

Geursin ja Van Ween (2004) mukaan aikakomponentti kuvaa ajallisia rajoit-
teita, eli esimerkiksi mahdollisuuksien saatavuutta paivin eri aikoina ja ai-
kaa, joka yksiloilla on kayttaa eri aktiviteetteihin.

Geurisin ja Van Ween (2004) viimeinen komponentti on yksilokomponentti,
joka kuvaa (a) yksiloiden tarpeita, jotka riippuvat yksilon iasta ja koulutuk-
sesta ym., (b) kykyj4, jotka riippuvat henkilon fyysisesta kunnosta ja kaytossa
olevista kulkutavoista ym. ja (c) mahdollisuuksia, jotka riippuvat henkilon
tuloista ja matkabudjetista ym. Nama ominaisuudet vaikuttavat henkil6iden
paasyyn eri kulkutapoihin ja spatiaalisesti jakautuneisiin mahdollisuuksiin.
Nami ominaisuudet myos voivat vaikuttaa saavutettavuuden kokonaisar-
voon.

3.2 Saavutettavuuden mittarit

Saavutettavuuden mittarit mittaavat saavutettavuutta. Geursin ja Van Ween
(2004) mukaan mittarin tulisi ottaa huomioon kaikki saavutettavuuden
komponentit, mutta kaytannossa mittarit ottavat huomioon yhden tai use-
amman riippuen siitd, mista nakokulmasta saavutettavuutta tarkastellaan.
Saavutettavuusmittarit voidaan jakaa karkeasti neljaan paaluokkaan: infra-
struktuuriin perustuvaan, sijaintiin perustuvaan, ihmisiin perustuvaan ja
hyotyyn perustuvaan mittariin.

Geursin ja van Ween (2004) mukaan infrastruktuuripohjaiset mittarit ku-
vaavat liikenneinfrastruktuurin — havaittua tai simuloitua — suorituskykya
tai palvelutasoa, kuten ruuhkatasoa. Tamin tyyppisid mittareita kiytetaan
usein lilkennesuunnittelussa. Naihin mittareihin ei sisdlly maankayton kom-
ponentti.

Sijaintipohjaiset mittarit puolestaan tarjoavat makrotason analyysin saavu-
tettavuudesta. Ne analysoivat saavutettavuutta tietyssa sijainnissa ja kuvaa-
vat tason, jolla sijainti on saavutettava alueelleisesti jakautuneisiin toimin-
toihin. Nama mittarit voidaan jakaa alaluokkiin: (1) Etaisyys- ja aariviivamit-
tareihin, jotka maarittelevat missa maarin paikat ovat yhteydessa toisiinsa ja
mahdollisuuksien maaran, joihin paastian annetun matka-ajan, etdisyyden
tai kustannusten puitteissa, (2) potentiaali/painovoima mittareihin, jotka ar-
vioivat mahdollisuuksien saavutettavuutta joltain vyohykkeelta toisiin vyo-
hykkeisiin. Tallaisia mittareita on muun muassa HAM.
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Henkilopohjaiset mittarit analysoivat saavutettavuutta yksilotasolla. Mittarit
perustuvat Hagerstrandin (1970) aikamaantieteeseen (engl. space-time geo-
graphy), joka tarkastelee yksilon toimintavapauden rajoituksia ymparis-
tossa, kuten pakollisten toimintojen sijaintia ja kestoa.

Viimeisena Geurs ja Van Ween (2004) esittelevat hyotyyn (engl. utility) pe-
rustuvat mittarit. Nama mittarit analysoivat taloudellista hyotya, jonka ihmi-
set saavat paasysta alueellisesti jakautuneisiin toimintoihin.

3.3 Spatiaalinen interaktiomalli

Spatiaalinen vuorovaikutusmalli (engl. spatial interaction model, SIM) ku-
vaa, kuinka vuorovaikutus kahden paikan vililla riippuu niiden ominaisuuk-
sista ja niiden valisista etaisyyksista tai matkakustannuksista. Salzen ym.,
(2011) mukaan spatiaaliset vuorovaikutusmallit pohjautuvat sosiaaliseen fy-
siikkaan (engl. social physics) ja olettavat vastaavuuksia fysikaalisten (esim.
Newtonin gravitaatiolain) ja sosiaalisten ilmioiden (esim. muuttoliikkeen)
valilla. Wilsonin (1967, 1970) mukaan SIM on entropiamaksimoinnin tasa-
painoratkaisu (engl. equilibrium solution). Fotherigamin ja O’Kellyn (1989)
mukaan SIM:it ennustavat vuorovaikutuksen hyvin, kun matriisi, joka sisal-
taa lahtopaikat ja kohdepaikat, on tiedossa. Tillaisia malleja kutsutaan
doubly-constrained -malleiksi.

Doubly-constrained malli méaaritellaan:

(1)
Ty = A0:B;D;f (t;)

missa T;; on virrat eli matkat lahtopaikasta i kohteeseen j, O; on ulosvirtauk-
set eli matkat 1ihtokohteesta i, D; on sisdanvirtaukset eli matkat, jotka vetay-
tyvit kohteeseen j, f(t;;) on impendanssifunktio ja 4; ja B; ovat niin sanot-
tuja tasapainottavia tekijoita.

Wilsonin mukaan tasapainottavalla tekijalla A;, joka esiintyy production-
constrained SIM:issa:

(2)
Ty = Ai0:D;f (ti;)
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On ominaisuus:

(3)
1

A= ———
Y Dif (i)

A; on siis kaytidnnossa saavutettavuuden kaanteisluku (engl. inverse).
Hansenin (1972) mukaan Hansenin saaavutettavuusmuotoilu voidaan
linkittaa systeemin entropiakuvioihin (engl. entropy pattern), koska SIM eq1
nousee entropian maksimoinnin tasapainoratkaisusta.

3.4 Hansenin saavutettavausmalli

Yksi tunnetuimmista saavutettavuuden mittareista on Hansenin saavutetta-
vuusmalli (engl. Hanses Accessibility Model, HAM). Hansenin saavutetta-
vuusmalli on potentiaalimittari. Hansenin (1959) mukaan potentiaalinen
saavutettavuus ACC; alueesta i kuvaavat alueen j mahdollisuuksia kaavalla:

(4)
ACCi = Y Wit
j

Jossa ACC; on alueen i saavutettavuus, joka on summa alueen mahdollisuuk-
sista W}, kuten ostosmahdollisuudet, kerrottuna aikahajoamisfunktiolla tl.;.y.

Hansenin (1959) mukaan aikahajoamisfunktio ottaa huomioon alueen hou-
kuttelevuuden negatiivisen potenssimuodon mukaan. Handy ja Niemeierin
(1997) mukaan negatiivinen exponenttifunktio on eniten kaytetty impen-
danssifunktio ja se kytkeytyy myos parhaiten matkustuskayttaytymisteori-
aan (engl. travel behaviour theory). Kuitenkin myos muita impendanssifunk-
tioita voi kayttaa kuten, logistista tai Gaussin funktioa.
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4 Koneoppiminen
saavutettavuaustutkimuksessa

Koneoppimismenetelmien kaytté kaupunki- ja saavutettavuustutkimuksessa
on lisdantynyt viime vuosina, kun saatavilla olevien paikkatietoaineistojen ja
liikennedatan maara on kasvanut merkittavasti.

Koneoppimismenetelmit tarjoavat vaihtoehdon perinteisille saavutetta-
vuusmalleille. Naiden mallien avulla saavutettavuutta voidaan mallintaa te-
hokkaasti eri riippuvuuksista ja loytaa datasta erilaisia rakenteita, joita pe-
rinteisilla menetelmilld ei pystytd vilttimatta kuvaamaan. Casalin ym.
(2022) mukaan wuseat tutkimukset osoittavatkin, ettd esimerkiksi
tukivektorikoneet (SVM), satunnaismetsat (RF) ja boostatut paiatéspuut
(DT) ovat osoittautuneet erityisen tehokkaiksi kaukokartoitusdatan
luokittelussa.

Tassd luvussa tutustutaan siihen, minkilaisia koneoppimismenetelmia on
kaytetty saavutettavuustutkimuksessa, minkélaisia tutkimuskysymyksia
niilld on pyritty ratkaisemaan ja minkalaisia tuloksia, etuja ja haasteita
naihin menetelmiin liittyy.

4.1 Koneoppimismenetelmien kiyttokohteet saavu-
tettavuudessa

Koneoppimismenetelmii on viime vuosina sovellettu monipuolisesti saavu-
tettavuustutkimuksessa, vaikka ala onkin viela hyvin nuori. Tassa alaluvussa
tutustumme naihin tutkimuksiin ja niiden konteksteihin. Tutkimusten ta-
voitteena on ollut kehittaa uusia menetelmii, jotka kykenevit kasittelemaan
suuria ja monimuotoisia paikkatietoaineistoja ja tunnistamaan saavutetta-
vuuteen vaikuttavia piilevia rakenteita ja alueellisia eroja.

4.1.1 Koneoppimisen soveltaminen palveluiden saavutettavuu-
teen

Khosravi Kazazi ym. (2022) kehittivat koneoppimisen hybridimallin, jonka
tarkoituksena oli kartoittaa terveyspalveluiden saavutettavuutta Iranin Is-
fahanin kaupungissa. Tutkimuksessa yhdistettiin ohjaamaton ja ohjattu op-
piminen. Ohjaamattomat ML-metodit olivat klusterointimenetelmia: K-
Means klusterointi, Agglomerative K- Means klusterointi ja Bisecting K-
Means klusterointi.

Ensimmaisessa tutkimusvaiheessa alueen jokaiselle blokille laskettiin etai-
syys terveyspalveluihin. Etdisyydet maaritettiin  OpenStreetMapin
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katuverkon pohjalta kayttden lyhimman polun algoritmia (Dijkstra), jossa
saavutettavuus perustui todellisiin kulkureitteihin, ei linnuntiehen.

Taman jalkeen saavutettavuusmuuttujat normalisoitiin min—max — skaa-
lauksella, jotta kaikki etaisyydet olisivat samalla vaihteluvalilla, eika mikaan
yksittdinen muuttuja hallitsisi tulosta. Sitten muuttujille tehtiin Yeo—John-
son-power transformation-muunnos, jonka tarkoituksena oli korjata ja-
kaumien vinoutta ja parantaa klusterointialgoritmien toimintaa, silla monet
menetelmat toimivat luotettavammin, kun data muistuttaa normaalija-
kaumaa. Lopuksi muuttujille laskettiin Shannonin entropiaan perustuvat
painot, jotta analyysi huomioisi eri muuttujien informatiivisuuden — suu-
remman hajonnan omaavat muuttujat erottelevat alueita paremmin ja saavat
siksi suuremman painon saavutettavuusindeksin laskennassa.

Vield ennen klusterointia klustereiden maara maaritettiin kyynarpaamene-
telmalla (engl. elbow method). Menetelma perustuu niin sanottuun within-
cluster sum of squares -arvoon (WCSS), joka kuvaa kuinka ldhelld samaan
klusteriin kuuluvat havaintopisteet ovat oman klusterinsa keskipistetta. Kun
klustereiden maaraa lisataan, WCSS-arvo pienenee, koska data voidaan ja-
kaa yha pienempiin homogeenisiin ryhmiin. Pieneneminen ei kuitenkaan
jatku lineaarisesti, vaan jossain vaiheessa lisaklustereiden tuoma arvo muut-
tuu vahaiseksi. Tata kohtaa kutsutaan kyynarpaaksi, ja se on arvo, joka vali-
taan klustereiden maaraksi. Tassa tutkimuksessa kyynarpad oli kohdassa
k=5.

Tutkimusalue jaettiin viiteen klusteriin saavutettavuuden perusteella. Nama
Klusterit siis edustivat saavutettavuuden eri tasoja: erittdin hyva, hyva, kes-
kitasoinen, heikko ja erittdain heikko. Kunkin klusterointimenetelman avulla
muodostettiin oma saavutettavuuskartta, ja tuloksia verrattiin sen perus-
teella, kuinka selvasti menetelmaét erottelivat saavutettavuusluokat. Tamén
jéalkeen klusteroinnin tuloksia kaytettiin opetusdatan pohjana ohjatulle ko-
neoppimiselle, jotta voitiin luokitella saavutettavuusluokat tutkimusalueella
automaattisesti. Klusteroinnista saatu data jaettiin koulutusdataan (80 %) ja
testidataan (20 %). Kuutta eri ohjatun oppimisen algoritmia kokeiltiin: line-
aarinen regressio (LR), lineaarinen diskriminanttianalyysi (LDA), k-nearest
neighbours (KNN), CART, naive Bayes (NB) ja tukivektorikone (SVM).
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Taman jilkeen ndiden tuloksia vertailtiin. Lopuksi KNN ja CART tuottivat
parhaat tulokset.

0.9 ;l =

0.8 4

M= =

04 ==

LR LDA KNMN CART NB SVM

Accuracy

Methods
Kuva 2: Eri algoritmien tarkkuus (Khosravi Kazazi ym., 2022).
KNN valittiin lopulliseksi malliksi CART:in sijaan, silld se on yksinkertai-
sempi algoritmi ja se on ei-parametrinen — eli se ei oleta datan olevan mis-

taan tietysta jakaumasta.

Lopuksi KNN-ML-metodilla luotiin saavutettavuuskartta ja laskettiin jokai-
sen luokan suhteellinen osuus.
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Kuva 3: Ennustetut luokat ja niiden suhteelliset osuudet (Khosravi Kazazi ym.,
2022).

Tutkumus osoittaa, ettd ohjaamattoman oppimisen menetelmait toimivat hy-
vin palveluiden saavutettavuuden luokittelussa silloin, kun valmiita luokkia
ei ole maaritelty. KNN ja CART antoivat parhaat tulokset tarkkuudessa (engl.
accuracy). Tutkimusalueella 47 % alueista saavutettavuus on hyvaa, 22 %
keskinkertaista ja 31 % huonoa. Kartasta nahtyna keskustassa saavutettavuus
oli hyvaa tai erittdin hyvia ja reuna-alueilla heikompaa.

Toisessa palveluiden saavutettavuuteen liittyvassa tutkimuksessa mitattiin ja
kartoitettiin Yhdysvaltojen mannearalueen korkealaatuisten (4—5 tahted)
hoivakotien saavutettavuutta kaikille maakunnille ja analysoitiin, mitka va-
esto- ja aluerakenteiden tekijat selittavat saavutettavuuden vaihtelua.
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Tutkimuksen tavoitteena oli siis 1) mitata ja kartoittaa Yhdystaltojen maa-
kuntien kokonaan kattava spatiaalinen saavutettavuus hyvin luokiteltuihin
hoivakohteihin ja 2) loytaa olennaisimmat sosiodemogragfiset muuttujat,
jotka vaikuttavat saavutettavuustasoihin.

Datana kaytettiin 1) kaikkia saatavilla olevia Yhdysvaltojen hoivakotien tah-
tiluokituksia, jotka jaoteltiin hyviin ja huonoihin ja 2) niiden koordinaatteja,
jotka geokoodattiin lat—long muotoon. Sen jalkeen maakunnat, joissa hoi-
vakoti sijaitsi, liitettiin dataan. Hoivakoteja oli yhteensa 15 215 joista hyvia
(4—5 tiahted) oli 6904 (45 %).
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Kuva 4: Kaikki hoivakodit (punainen) ja hyvat hoivakodit (sininen) Yhdysval-
loissa (Reddy ym., 2022).

Toinen keskeinen aineistolahde oli American Community Survey (ACS) vuo-
silta 2012—2016, joka tarjoaa maakuntatason arviot sosiodemografisesta da-
tasta. Datassa oli mukana muuttujat: comparative economic characteris-
tics”, ”ACS demographic and housing estimates”, “age and sex” ja “House-
hold and families”. Joitakin lisaimuuttujia lisittiin, kuten maakuntien asu-

kastiheys.
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Saavutettavuusmitta hyvaian hoivakotiin laskettiin gravitaatiopotentiaali-
mallilla. Jokaiselle maakunnalle laskettiin populaatiopainotettu systeemin-
laajuinen saavutettavuus (engl. population-based system-wide spatial acces-
sibility) hyvan arvion saaneisiin hoivakoteihin. Tama laskettiin kaavalla:

(5)

st~ 3, [62) (et )|

ij

Jossa n; kuvaa vuoteiden lukumaaraa jokaisessa hyviksi luokitellussa hoiva-
kodissa j, p; kuvaa yli 65-vuotiaiden henkil6iden lukumaaraa maakunnassa i
ja d;j kuvaa etaisyytta kilometreind maakunnan i painopisteen (engl. cent-
roid) ja hoivakodin j valilla. Mitd suurempi SA:n arvoksi saadaan, sita pa-
rempi saavutettavuus maakunnalla on hyvaan hoivakotiin.

Seuraava askel analyysissa oli luoda selittdva malli (engl. expalnatory mo-
del), jonka tarkoituksena oli 16ytaa yhteyksia eriarvoisuutta kuvaavien mit-
tareiden ja hyvaan hoivakotiin paasyn valilla. Tama tapahtui poistamalla en-
sin datasta yli 65-vuotiaat, koska tama oli osa saavutettavuusmittarin lasken-
taa. Joissain ACS taulukoissa esiintyneet virhemarginaalit (engl. margin of
error) poistettiin ja malliin otettiin mukaan vain piste-estimaatit. Kaksois-
kappaleina esiintyvit muuttujat yhdistettiin ja aarimmaisen korreloivat
(~0.99) muuttujat poistettiin. Lopullisesssa aineistossa oli 472 muuttujaa ja
3074 maakuntaa. Koneoppimismenetelmit saivat tyokseen valita sopivat
muuttujat naista.

Tavoitteena oli kehittdd malli, joka tunnistaa kaikkein tarkeimmat sosiode-
mografiset tekijat, jotka liittyvat maakuntatason saavutettavuuteen. Mallin-
nus aloitettiin kokeilemalla perinteistd pienimmain neliGsumman menetel-
maa (OLS), mutta se osoittautui riittamattomaksi, koska muuttujia oli hyvin
paljon (472). Monet muuttujista koerreloivat vahvasti keskendin ja OLS ei
kykene talloin tekemaan automaattista muuttujavalintaa. Lisaksi havaittiin,
ettd OLS-malli ei huomioinut eriita keskeisia muuttujia, jotka myohemmin
osoittautuivat tarkeiksi.

Taman vuoksi kaytettiin satunnaismetsa (RF) -menetelmaa arvioimaan,
mitkd muuttujat nayttivat olevan merkityksellisia ilman ennakkorajoitteita.
RF paljasti, etta erityisesti Amerikan alkuperiiskansoihin liittyvit vaeston-
osuudet selittiviat saavutettavuuden vaihtelua vahvasti. Koska nama muuttu-
jat eivat olleet mukana alkuperaisessi OLS-mallissa, kavi selvaksi, etta
pelkka perinteisiin tilastomenetelmiin perustuva muuttujavalinta ei
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riittanyt. Tarvittiin menetelma, joka antaisi datan itse maarittad olennaiset
tekijat.

Taman saavuttamiseksi siirryttiin kdyttimaan koneoppimismenetelmaa,
joka pystyy kasittelemaan suuren maaran muuttujia ja tekemaan systemaat-
tisen muuttujavalinnan rangaistustermien avulla. Ensin puuttuvat tiedot
tdydennettiin RF-imputoinnilla, koska ACS-aineistossa oli ei-satunnaista
puuttuvaa dataa erityisesti Kalliovuorten alueella. RF-imputointi soveltuu
hyvin tallaisiin tilanteisiin, koska se hyodyntdaa monimutkaisia muuttujien
vilisia riippuvuuksia ja tuottaa keskimairin tarkemmat imputoidut arvot.

Imputoinnin jalkeen kaytettiin LASSO-regressiota (Least Absolute Shrin-
kage and Selection Operator) valitsemaan aineiston kaikista 472 muuttujasta
vain ne tekijat, jotka selittivat saavutettavuuden vaihtelua tilastollisesti mer-
kittavasti. LASSO lisaa malliin Li-rangaistustermin, joka pakottaa epaolen-
naisten muuttujien kertoimet nollaan ja tuottaa siten parsimonisen eli niuk-
kamuutujaisen ja tulkittavan mallin. Yhdistettyna tatd menetelmai kutsut-
tiin nimelld imputoitu LASSO, ja se mahdollisti sekd puuttuvan datan kasit-
telyn etta tehokkaan muuttujavalinnan.

LASSO on rangaistu regressiomenetelma, joka Reddyn ym. (2022) mukaan
parantaa mallin tulkittavuutta ja ennustettavuutta poistamalla mallista ne
muuttujat, jotka eivit selitd ilmiota merkittavasti. Imputoidun LASSO lidhes-
tymistavan todetaan titen tuottavan paremman mallin kuin pelkin satun-
naismetsan kayton ja vahentavan puuttuvan datan aiheuttamaa vinoumaa
erityisesti, kun datan puuttuminen ei ole satunnaista, kuten tissi aineis-
tossa, jossa Kalliovuorten tiedot olivat puutteellisia.

Kaikki muuttujat keskitettiin ja skaalattiin keskiarvon ja keskihajonnan suh-
teen, joka tekee niista z-arvoja. Aineisto jaettiin koulutus- ja testijoukkoon,
siten ettd 75 % datasta oli koulutusdataa ja 25 % testidataa.

Analyysi toteutettiin Post-LASSO -menetelmalla. Post-LASSO korjaa LAS-
SON aiheuttamaa estimaattien vinoumaa ja mahdollistaa luottamusvilien
(engl. confidence interval) laskemisen muuttujavalinnan jalkeen. Tama tekee
tuloksista hyvin tulkittavia ja luotettavia. Reddyn ym. mukaan tdma on esim-
mainen kerta, kun Imputed Post-LASSO -menetelmaa on kaytetty.
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Kuva 5: Maakuntien laskettu saavutettavuus (ylhaalld) ja luodun Ml-menetelméan
antamat ennusteet (alhaalla). Mitd suurempi arvo, sitd parempi saavutettavuus.
(Reddy ym., 2022.)

Paras saavutettavuus havaittiin keskilannessa ja Kalliovurten itdosissa. Hei-
koin saavutettavuus taas Tyynenmeren rannikko-osavaltioissa seka Yhdys-
valtojen lounaisosissa.

Imputed Post-LASSO loi onnistuneesti niukkalukuisen (parsimonisen) mal-

lin, joka vihensi muuttujien méaaraa reilusti. 28 muuttujaa 472 muuttujasta
valittiin. Mallin selitysaste (R?) oli 0.613 testidatalla, joka viittaa suhteellisen
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hyvaan tarkkuuteen. Tutkimus osoitti, etti saavutettavuus vaihtelee alueel-
lisesti ja on yhteydessa viaestontiheyteen, vaeston etniseen taustaan ja sosio-
osoittautui tehokkaaksi tavaksi tunnistaa saavutettavuuden kannalta merkit-
tavimmat muuttujat.

4.2 Koneoppimisen yhdistiminen saavutettavuusteori-
oihin

Saavutettavuuden ymmartaminen on keskeista kaupunkisuunnittelussa ja
aluekehityksessa, koska se kuvaa, kuinka helposti ihmiset voivat saavuttaa
erilaisia palveluita, tyopaikkoja ja muita kohteita. Hadjidimitriou ym. (2025)
mukaan saavutettavuus voidaan nidhdi piilevana ajorattaana talouskasvulle
ja kehitykselle. Saavutettavuus vaikuttaa suoraan yksilon arjen sujuvuuteen
ja alueiden taloudelliseen ja sosiaaliseen elinvoimaan. Perinteiset saavutet-
tavuusmallit, kuten HAM, tarjoavat vakiintuneen tavan mitata saavutetta-
vuutta, mutta nykyaikaiset datalahteet ja laskennalliset menetelmat, kuten
koneoppiminen, avaavat uusia mahdollisuuksia saavutettavuuden analysoi-
miseen ja ennustamiseen.

Hansenin saavutettavuusmallin ja koneoppimisen yhdistaminen kaupun-
kien saavutettavuuden analysoimiseksi on potentiaalinen korvike perintei-
sille menetelmille ja se voisi mahdollistaa saavutettavuuden analysoinnin sil-
loinkin, kun virtausdata (engl. mobility flow data) on puutteellista. Hadjidi-
mitriou ym. tutkivat, voivatko ML- mallit, kuten RF ja NN toistaa HAM-mal-
lin kayttaytymisen ja siten ennustaa saavutettavuutta erityisesti silloin kun
virtausdataa ei ole saatavilla.

Empiirisend alustana kaytettiin kahta Italian pohjoisosan aluetta, Lombar-
diaa ja Emilia Romagnaa, analysoiden alueiden sisdisten kaupunkien valista
saavutettavuutta vuosina 2011 ja 2020. Tavoite oli mallintaa vuoden 2011
saavutettavuutta ja sen jalkeen ennustaa vuoden 2020 saavutettavuus kun
virtausdata puuttuu Covid-19 pandemian vuoksi. Kahteen ongelmaan etsit-
tiin vastausta luomalla HAM-ML hybridi malli: 1) voiko ML-mallit oppia da-
tan perusteella HAM:in teoreettisen perustan ja 2) voiko ML tarjota ennen-
nakemattoméan ja uuden niakokulman HAM:ista hahmotunnistuksen (engl.
Pattern recognition) avulla. HAM-ML-mallin luomisessa ensimmainen vaihe
oli luoda HAM kummastakin kaupungista vuonna 2011 spatiaalisen interak-
tiomallin (SIM) kalibroinnin avulla. Taméan jalkeen luotiin ML-malli, joka
ennustaa saavutettavuuden vuonna 2020.
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Tavoitteeseen paasyyn eli arvottamaan (engl. rank) kunnat niiden HAM:in
mukaan, ML-algoritmi tulee kouluttaa HAM-yhtalolla, jossa kaytetaan si-
sadnvirtausta D;, matka-aikaa t;; ja kalibroitua y-arvoa eli:

(6)

y -arvo saadaan kalibroimalla SIM-yhtilo 1 vuoden 2011 kiyttden sisdanvir-
tauksia ja matka-aikaa. TAma arvo sitten lisitddn HAM-yhtil6on 6. Tama ka-
libroitu HAM, joka sisiltda sisadnvirtaukset D; ja kalibroidun y-arvon on
kohde, jota ML-malli yrittad replikoida. Kalibroiduiksi y-arvoiksi saatiin
Lombardiaan 1,640 ja Emilia Romagnaan 1,455. Nama y-arvot syotetdaan
HAM-yhtaloon, joka on maalifunktio ML-mallille.

Taulukko 1: kalibroidut y-arvot

Italian alue Y
Lombardia 1,640
Emilia Romagna 1,455

ML-malleiksi valittiin NN ja RF. Nama kumpikin koulutettiin, jotta voidaan
loytad, kumpi malli matkii paremmin Hansenin saavutettavuusrankingia.
Mallit koulutettiin kymmenen kertaa ja niista valittiin paras. Etenkin neuro-
verkon koulutuksessa, koulutuksen tulee tapahtua monta kertaa, koska lop-
putulos, johon paidstdan on aina lokaali optimi, ei globaali. Koulutuksessa
maalimuuttuja on aiemmin kehitetty HAM. RF kaytti 1000:tta estimaattoria,
eli tulos on tuhannen DT:n keskiarvo. NN oli feedforward -verkko (tai multi-
layer perceptron, MLP) ja siini on yksi piilotettu kerros (engl. hidden layer),
jossa on 800 neuronia. Piilotetun kerroksen aktivointifunktiona kaytettiin
ReLU:a (rectified linear unit) ja tuloskerroksessa kaytettiin lineaarista akti-
vaatiota. ReLU maaritellaan:

(7)
ReLU(x) = max (0, x)

Koulutusalgoritmiksi valittiin Adaptive Moment Estimation (adam) ja huk-
kafunktioksi (engl. loss function) MSE. RF ja NN jakavat samat sy6temuut-
tujat. Ensimmainen muuttuja on tyontekijoiden lukumaara (E;) kunnassa i.
Toinen on HAM eq.4 jossa w; = E; jay = 1 eli:
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(8)

Jossa Att; mittaa kohteiden houkuttelevuutta HAM eq.4 mukaan. HAM
(eg6), joka aiemmin kehitettiin vuodelle 2011, on maali, jota ML-malli, joka
rakennetaan, yrittaa replikoida. Tdhan malliin, syotetdan E; ja eq.8 jolloin se
oppii eq.6:n saavutettavuuden ja y-arvon, toisin sanoen HAM-ML koulutus
vaiheessa on:

9)
Acczor1 = ML(Ez011, Atto11)

Kun malli on koulutettu, voidaan ennustaa 2020 saavutettavuusarvoja seu-
raavasti:

(10)
Accioz0 = ML(E3020, Attzo20)

Mallien kykya matkia HAM:ia arvioitiin Spearman korrelaatiolla, Kendallilla
ja NDCG:lla (Normalized Discounted Cumulative Gain). Tulokset osoittivat,
ettd RF oppii kaytdnnossa taydellisesti HAM:in. Myos NN yltaa korkeisiin
arvoihin, mutta ei opi yhta tarkasti kuin RF. Tama tarkoittaa, ettd RF oppii
siis paremmin HAM-hierarkian.

Taulukko 2:
Alue ML Spearman Kendal NDCG
Lombardia NN 0,87 0,69 0,96
Lombardia RF 1,00 1,00 1,00
Emilia R. NN 0,96 0.83 0,99
Emilia R RF 0,99 0,94 1,00

Tutkimus osoitti, ettd koneoppimista, etenkin kokonaisuusmetodi RF:ai4,
voidaan kayttda replikoimaan Hansenin saavutettavuusmallin kayttayty-
mista ja arvioimaan saavutettavuutta vuosina, jolloin virtausdatat puuttuvat.
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Kuva 6: Lombardian 2011 ja 2022 ennustettu variaatio saavutettavuudessa
vuosien 2011 ja 2020 valilla (Hadjidimitriou, 2025).
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5 Johtopaatokset

Kandidaatin tyossa oli kolme tutkimuskysymysta: i) Millaisia koneoppimis-
menetelmia on sovellettu saavutettavuustutkimukseen, ii) millaisia mahdol-
lisuuksia ja haasteita niiden kayttoon liittyy ja iii) millaisia ongelmia niilla on
mahdollista ratkaista tai yritetty ratkaista. Luvussa nelja kasiteltyjen tutki-
musten perusteella koneoppiminen on osoittautunut tehokkaaksi tavaksi
mallintaa ja ennustaa saavutettavuutta. Ohjattu oppiminen ja ohjaamaton
oppiminen toimivat molemmat saavutettavuuden mallintamisessa.

5.1 Tulokset ja havaintoja kirjallisuudesta

Vastauksena tutkimuskysymykseen i) ja iii) tutkimusten perusteella seka oh-
jaamattoman ettd ohjatun oppimisen algoritmit toimivat saavutettavuuden
mallintamisessa. Ohjaamattoman ja ohjatun oppimisen yhdistdmista — niin
sanottua hybridimallia voidaan kayttaa saavutettavuusluokkien tutkimiseen
ja ennustamiseen. Ensin jaotellaan alueet eri saavutettavuustasoihin jollakin
ohjaamattoman oppimisen menetelmalld, esimerkiksi klusteroimalla. Sen
jalkeen kaytetaan naita klustereita datana, jolla koulutetaan jokin ohjatun
oppimisen malli, esimerkiksi KNN. Niin voidaan automaattisesti luokitella
hyvén ja huonon saavutettavuuden osia kaupungista.

Koneoppimista voidaan myos kayttaa tutkimaan ja tunnistamaan etnisia,
sosiodemografisia ja taloudellisia tekijoitd, jotka vaikuttavat saavutettavuu-
teen. Tama voidaan tehda laskemalla saavutettavuus gravitaatiopotentiaali-
mallilla ja sen jalkeen kayttamalla ohjatun oppimisen koneoppimismenetel-
ma4d, tarkemmin niin sanottua imputoitua lassoa. Imputoidussa lassossa RF-
algoritmi imputoi dataa, joka puuttuu, muuttyjiin ja tdmain jalkeen lassoa
kaytetaan valitsemaan relevantit muuttujat.

ML-metodeilla voidaan toistaa HAM:in kayttaytymistd ja ennustaa saavutet-
tavuutta, kun virtausdatat puuttuvat. Toisin sanoen ML voi extrapoloida ja
toistaa HAM:in ja taten loytaa datasta piilevan teorian, joka linkittyy SIM:iin.
HAM-ML toimii siten, ettd luodaan ensin HAM, joka perustuu doubly-
constrained SIM-kalibrointiin. Tama Kalibroitu HAM toimii sitten ML-mal-
lin kohdemallina. Taman jialkeen koulutetaan ohjatun oppimisen algoritmi,
esimerkiksi RF tai NN, jonka tehtavana on tulevaisuudessa ennustaa saavu-
tettavuutta, kun esimerkiksi virtausdata on puutteellista. Tulokset osoittivat,
etta RF toimii parhaiten tai ainakin paremmin, kun NN tassd oppimisske-
naariossa.

Mielenkiintoinen — mutta ei kovin yllattava — havainto tutkimuksista on, etta
kokonaisuusmetodit olivat hyvin toimivia koneoppimismenetelmia
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saavutettavuuden mallintamisessa. Kokonaisuusmetodit perustuvat siihen,
ettd yhdistetaan monta yksinkertaista heikkoa oppijaa (engl. weak learner)
tuottamaan vahva oppija (engl. strong learner). Bootstrap-aggregation (Bag-
ging) tekniikat, erityisesti satunnaismetsa, tuottivat hyvia tuloksia tutkimuk-
sissa. Niiden toimivuutta muissakin saavutettavuuteen liittyvissa tutkimuk-
sissa voisi tutkia.

Kokonaisuusmetodien toimivuus saavutettavuuden mallintamisesssa tukee
myo0s kokonaisuusoppimisen teoriaa, jonka mukaan useiden heikkojen oppi-
joiden yhdistelma voi muodostaa vahvasti yleistivan mallin. My6s muiden
kokonaisuusmetodien kuten boostingin toimivuutta voitaisiin tutkia tulevai-
suuden saavutettavuustutkimuksissa.

5.2 Haasteet ja kehityssuunnat

Tutkimuskysymykseen ii) liittyen koneoppimisen kaytto ei ole kuitenkaan
haasteetonta. Suurimpia haasteita ovat datan laatu ja saatavuus. Vaikka al-
goritmi oppisi datan erittain hyvin, jos data on virheellista tai puutteellista
tai muuten heikkolaatuista, algoritmi tuottaa hy6dyttomia tuloksia. Toinen
haaste on mallien tulkittavuus ja niiden hyviksyttavyys paatoksenteossa.
Kunnat ja hyvinvointialueet tekevat paatoksia, joiden tulee olla perustelta-
vissa ja lapindkyvii kansalaisille. Vaikka monimutkaiset mallit, kuten neuro-
verkot ja satunnaismetsit, voivat tarjota hyvaa ennustetarkkuutta, ne nayt-
taytyvat helposti “mustina laatikoina”, joiden tuottamia tuloksia on vaikea
selittdd. Tama voi rajoittaa ML-mallien hyodyntamista esimerkiksi koulu- tai
terveyskeskusverkkoa koskevissa poliittisissa paatoksissa. Siksi jatkokehi-
tyksessa olisi tarkeaa yhdistdaa saavutettavuusmallinnukseen selitettavyys-
menetelmii tai suosia tarkoituksella yksinkertaisempia malleja, jotka ovat
helpommin kommunikoitavissa.

5.3 Potentiaali kaytinnon sovelluksilla

Suomessa koneoppimismenetelmillda on huomattava potentiaali erityisesti
sosiaali- ja terveyspalveluiden, joukkoliikenteen ja koulutusverkkojen saavu-
tettavuuden arvioinnissa. Ohjaamattomiin menetelmiin perustuva kluste-
rointi yhdistettyna ohjattuun oppimiseen — kuten Khosravi Khosravi ym.
(2022) tutkimuksessa — voisi auttaa luokittelemaan Suomen kaupunki- ja
maaseutualueet saavutettavuusluokkiin ("erittain hyva”—"erittdin heikko”).
Naiita luokkia voitaisiin hyodyntaa skenaarioanalyyseissa, joissa arvioidaan,
miten yksittaisen terveyskeskuksen sulkeminen tai uuden palvelupisteen
avaaminen muuttaa eri vaestoryhmien saavutettavuutta.
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